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Empirische Prozesse

Glivenko-Cantelli-Klassen

P Verteilung auf [0, 1]× {−1, 1}
F ⊂ L1(P)
d.h. F ⊂ {f : [0, 1]× {−1, 1} → Rmb. | EP [|f (X ,Y )|] <∞}

((X1,Y1), ..., (Xn,Yn)) ∼ P⊗n : P̂n := 1
n

n∑
i=1

δ(Xi ,Yi )

Definition:
F ist P-Glivenko-Cantelli-Klasse ⇔ sup

f ∈F

∣∣∣P̂n(f )− P(f )
∣∣∣ n→∞−−−→fs. 0

Problem: sup
f ∈F

∣∣∣P̂n(f )− P(f )
∣∣∣ nicht immer messbar.

Kann man mit zusätzlichen Anforderungen an F beheben.
(siehe [3] Sektion 5.3)
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Empirische Prozesse

Glivenko-Cantelli-Klassen

Starkes Gesetz der großen Zahlen:
(X1,Y1), (X2,Y2), ...uiv . ∼ P
⇒ P̂n(f )− P(f ) = 1

n
n∑

i=1
f (Xi ,Yi )− EP [f ] n→∞−−−→fs. 0

⇒ {f } ist P-GC.

Satz von Glivenko-Cantelli:
∀f̃ ∈ L1(P) : sup

z∈R
|P̂n(f̃ ≤ z)− P(f̃ ≤ z)| n→∞−−−→fs. 0

⇒ Für f̃ ∈ L1(P) ist {1f̃≤z | z ∈ R} P-GC.
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Empirische Prozesse

Donsker-Klassen

Definition:
F ⊂ L2(P) ist P-Donsker-Klasse

⇔ ∃GP Prozess auf F :
√

n
(
P̂n(f )− P(f )

)
f ∈F

n→∞−−−→L GP

D.h. ∀H ∈ Cb(`∞(F)) :
E
[
H
(√

n
(
P̂n(f )− P(f )

)
f ∈F

)] n→∞−−−→ E[H (GP)]

Zentraler Grenzwertsatz:
∀f ∈ L2(P) :
√

n
(
P̂n(f )− P(f )

)
= 1√

n

n∑
i=1

f (Xi ,Yi )− EP [f ] n→∞−−−→L N(0, σ2)

⇒ {f } ist P-Donsker
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Empirische Prozesse

Donsker-Klassen (Eigenschaften)

F P-Donsker und G ⊂ F ⇒ G P-Donsker
F ,G P-Donsker ⇒ F ∪ G P-Donsker
F P-Donsker ⇒ co(F) P-Donsker

F P-Donsker ⇒ E
[

sup
f ∈F

∣∣∣P̂n(f )− P(f )
∣∣∣] ≤ C√

n

Universelle Donsker-Klassen (Dudley, 1992):
∀M > 0 ∀P Verteilung auf R : EM ist P-Donsker-Klasse
für EM = {f : R→ R | M ≥ ||f ||TV }.

(vgl. [3] Seite 329)
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Empirische Prozesse

Lemma 1.4 Algorithmus-Risiko bei Donsker-Klassen

Für y ∈ {−1, 1}:
Py (A) := PX |Y =y (A) = P(X ∈ A | Y = y) Verteilung auf [0, 1]
L : R× {−1, 1} → [0,∞] Verlustfunktion
Funktionenfamilie (fα)α∈Λ

Fy := {x 7→ L(fα(x), y) | α ∈ Λ} ⊂ L2(Py )
falls Fy glm. beschränkt durch M > 0
falls Fy Py -Donsker-Klasse

dann existiert ein C > 0, sodass für die ERM gilt:

E
[
RL,P(Φ(Tn))− inf

α∈Λ
RL,P(fα)

]
≤ C√

n .
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Empirische Prozesse

Lemma 1.4 (Beweis-Idee)

Fy ist Py -Donsker ⇒ EP⊗n
y

[
sup
α∈Λ

∣∣∣P̂n(L(fα(·), y))− P(L(fα(·), y))
∣∣∣] ≤ c√

n

E
[∣∣ ny

n − P(Y = y)
∣∣]2 ≤ E

[( ny
n − P(Y = y)

)2
]

= V[ ny
n ] = nP(Y =y)P(Y =−y)

n2 ≤ 1
n

P(L(fα(X ),Y )) = P(Y = 1)P(L(fα(X ), 1)) + P(Y = −1)P(L(fα(X ),−1))

E
[

sup
α∈Λ

∣∣∣P̂n(L(fα(·), ·))− P(L(fα(·), ·))
∣∣∣]

= E
[
E
[

sup
α∈Λ

∣∣∣P̂n(L(fα(·),Yi ))− P(L(fα(·), ·))
∣∣∣ | Y1, ...,Yn

]]

≤ EYi

 ∑
y∈{−1,1}

EP⊗ny
y

[
sup
α∈Λ

∣∣∣ny
n (̂Py )ny

(L(fα(·), y))− P(Y = y)Py (L(fα(·)), y)
∣∣∣]


≤ EYi

 ∑
y∈{−1,1}

ny
n

c
√ny

+ M
∣∣∣ny

n − P(Y = y)
∣∣∣
 ≤ 2c√

n
+ 2M 1√

n
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Empirische Prozesse
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Vorbereitung

Rademacher-Komplexität

F ⊂ L1(P) für P Verteilung auf E ⊂ Rd

Z1,Z2, ...uiv . ∼ P
ε1, ε2, ...uiv . ∼ U({−1, 1})
(εi )i∈N und (Zi )i∈N unabhängig

Definition:

RKn(F) := E
[

sup
f ∈F

∣∣∣∣∣1n
n∑

i=1
εi f (Zi )

∣∣∣∣∣
]
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Vorbereitung

Bemerkung 2.2 : Symmetrisierung

Für jedes F ⊂ L1(P) gilt:

E
[

sup
f ∈F

∣∣∣P̂n(f )− P(f )
∣∣∣] ≤ 2RKn(F).

(Beweis in [4] Lemma 2.3.1)
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Vorbereitung

Lemma 2.3 : Rademacher-Komplexität von
Donsker-Klassen

Sei F ⊂ L2(P) eine P-Donsker-Klasse, dann exisitert ein C > 0, sodass

∀n ∈ N : RKn(F) ≤ C√
n .

(Beweis in der Ausarbeitung)
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Vorbereitung

Lemma 2.4 : Rademacher-Komplexität von GC.-Klassen

Sei F ⊂ L1(P) eine P-GC.-Klasse, dann gilt

RKn(F) n→∞−−−→ 0.

(Beweis in der Ausarbeitung)
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Lévi-Abstand

Lévi-Abstand
P1,P2 Verteilungen auf (E ,A)
f : E → R messbar

Definition:
Lf (P1,P2) := inf

{
δ > 0 | ∀t ∈ R : Pi (f ≤ t) ≤Pj(f ≤ t + δ) + δ

, i , j ∈ {1, 2}
}
.

Anschaulich: Abstand der Graphen von F(f )∗P1 und F(f )∗P2 .
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Lévi-Abstand

Eigenschaften Lévi-Abstand

P,P1,P2, ... Verteilungen auf (E ,A)
f : E → [0, 1] messbar

Dann gilt:
|P1(f )− P2(f )| ≤ 4Lf (P1,P2)
(f )∗Pm

m→∞−−−−→L (f )∗P ⇔ Lf (Pm,P) m→∞−−−−→ 0

(mehr Eigenschaften hier)
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Haupt-Aussagen

Satz 3.1 : Abschätzung der Verteilungsfunktionen mit der
Rademacherkomplexität

F ⊂ {f : E → R mb.} gleichmäßig beschränkt
(ϕk)k∈N Familie von Lipschitz-stetigen Funktionen
mit |ϕk(x)− ϕk(y)| ≤ ck |x − y | und ϕk ≥ 1(−∞,0]

Dann gilt für jedes t > 0, dass

P
(
∃f ∈ F : P(f ≤ 0) >

t√
n

+ inf
k∈N

[
P̂n(ϕk ◦ f ) + 4ckRKn(F) +

(
log(k)

n

) 1
2
])
≤ 2e−2t2

(Beweis-Idee in der Ausarbeitung)
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Haupt-Aussagen

Satz 3.2 : Abschätzung des Lévy-Abstandes

F ⊂ {f : E → [−M,M] mb.}
dann gilt für jedes t > 0, dass

P
(

sup
f ∈F

Lf (P, P̂n) ≥ t√
n + 2

( M√
n +RKn(F)

) 1
2
)
≤ e−2t2

(Beweis-Idee in der Ausarbeitung)
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Haupt-Aussagen

Folgerungen

Für F ⊂ {f : E → [−M,M] mb.} gilt:
F ist P-GC. ⇔ sup

f ∈F
Lf (P, P̂n) n→∞−−−→fs. 0

F ist P-Donsker ⇒ ∃C > 0 ∀n ∈ N : E
[

sup
f ∈F

Lf (P, P̂n)
]
≤ C n− 1

4

(Beweise in der Ausarbeitung)

Vergleich:

F ist P-Donsker ⇒ ∃C > 0 ∀n ∈ N : E
[

sup
f ∈F
|P(f )− P̂n(f )|

]
≤ C n− 1

2

Aussagen über Lévy-Abstand sind also nicht besonders nützlich für
Risiko-Abschätzungen.
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Haupt-Aussagen

Satz 3.5 : Abschätzung mit Margin

P Verteilung auf E × {−1, 1}
F ⊂ {f : E × {−1, 1} → Rmb.}
(Anschaulich: f ordnet x die Kategorie y zu, falls f (x , y) > f (x ,−y))
Margin: mf (x , y) := f (x , y)− f (x ,−y)
RKn := RKn ({f (·, 1) | f ∈ F} ∪ {f (·,−1) | f ∈ F})

Dann gilt für jedes t > 0 :

P

∃f ∈ F : P(mf ≤ 0) >

inf
δ∈(0,1)

P̂n(mf ≤ δ) + 48
δ

RKn +

√
log log2( 2

δ )
n

+ t√
n

 ≤ 2e−2t2

⇒ Es lassen sich Aussagen über RP(sign(Φ(Tn))) machen.
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Anwendungen

Anwendungen

Artikel findet Zusammenhang zwischen Lévi-Abstand und
Rademacher-Komplexität
(Bem. 4.2) RKn(F) = RKn(co(F)) ⇒ interessant für z.B.
’Boosting’-Algorithmen
Klassifikatoren sign ◦ Φ(Tn) um Entscheidungsgrenze herum instabil,
Artikel liefert Methoden damit umzugehen.
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Vergleich

Satz 5.1 : Donsker-Klassen und RKHS

P Verteilung auf [0, 1]× {−1, 1}

Hσ RKHS zu Kσ(x , y) = e−
(x−y)2

σ2

(fα)α∈Λr,σ = Fr ,σ := {f ∈ Hσ | r ≥ ||f ||Hσ}
Verlustfunktion L : R× {−1, 1} im 1. Arg. Lipschitz-stetig
ERM Φr ,σ := arg min

f ∈Fr,σ
RL,P̂n

(f )

Dann gilt:

∃C1,C2 > 0 ∀n ∈ N ∀r , σ > 0 :

E
[
RL,P(Φr ,σ(Tn))− inf

α∈Λr,σ
RL,P(fα)

]
≤ r
σ

C1√
n + C2√

n

Statistical Learning Seminar Koltchinskii & Panchenko 09.06.2020 20 / 26



Vergleich

Satz 5.1 : Donsker-Klassen und RKHS (Beweis-Idee)

Letzter Vortrag: ∀f ∈ Hσ : ||f ||TV ≤
√

2
σ2 ||f ||Hσ

⇒ ∀f ∈ Fr ,σ : ||f ||TV ≤
√

2
σ2 r

⇒ Fr ,σ ⊂ E r
σ

√
2 := {f : [0, 1]→ R | r

σ

√
2 ≥ ||f ||TV }

L Lipschitz⇒ σ
r L(Fr ,σ,−1) ∪ σ

r L(Fr ,σ, 1) ⊂ EC

[3] Seite 329 ⇒ EC ist uniform Donsker.
⇒ σ

r L(Fr ,σ, i) sind Pi := PX |Y =i -Donsker

⇒ ∃c > 0 : E
[

sup
f ∈Fr,σ

∣∣∣Pi
(
σ
r L (f (X ), i)

)
− (̂Pi )n

(
σ
r L (f (X ), i)

)∣∣∣] ≤ c√
n

(Trick mit Bedingung auf Y aus Lemma 1.4)

⇒ E
[

sup
f ∈Fr,σ

∣∣∣∣RL,P(f )− inf
g∈Fr,σ

RL,P(g)
∣∣∣∣
]
≤ r

σ
C1√

n + C2√
n

Statistical Learning Seminar Koltchinskii & Panchenko 09.06.2020 21 / 26



Vergleich

Satz 5.1 : Donsker-Klassen und RKHS (Beweis-Idee)

Letzter Vortrag: ∀f ∈ Hσ : ||f ||TV ≤
√

2
σ2 ||f ||Hσ

⇒ ∀f ∈ Fr ,σ : ||f ||TV ≤
√

2
σ2 r

⇒ Fr ,σ ⊂ E r
σ

√
2 := {f : [0, 1]→ R | r

σ

√
2 ≥ ||f ||TV }

L Lipschitz⇒ σ
r L(Fr ,σ,−1) ∪ σ

r L(Fr ,σ, 1) ⊂ EC

[3] Seite 329 ⇒ EC ist uniform Donsker.
⇒ σ

r L(Fr ,σ, i) sind Pi := PX |Y =i -Donsker

⇒ ∃c > 0 : E
[

sup
f ∈Fr,σ

∣∣∣Pi
(
σ
r L (f (X ), i)

)
− (̂Pi )n

(
σ
r L (f (X ), i)

)∣∣∣] ≤ c√
n

(Trick mit Bedingung auf Y aus Lemma 1.4)

⇒ E
[

sup
f ∈Fr,σ

∣∣∣∣RL,P(f )− inf
g∈Fr,σ

RL,P(g)
∣∣∣∣
]
≤ r

σ
C1√

n + C2√
n

Statistical Learning Seminar Koltchinskii & Panchenko 09.06.2020 21 / 26



Vergleich

Satz 5.2 : RKHS. Familien-Risiko

P Verteilung auf [0, 1]× {−1, 1}
Fr ,σ := {f ∈ Hσ | r ≥ ||f ||Hσ}
Verlustfunktion l Hinge-Loss
P hat GNE α ∈ (0,∞)

Dann gilt:

∃c,Cα > 0 ∀n ∈ N ∀r , σ > 0 :

inf
f ∈Fr,σ

Rl ,P(f )− inf
f :[0,1]→{−1,1}

Rl ,P(f ) ≤ c
( 1
σr2 + Cα2

α
2 σα

)
(Cα wie in der Definition des GNE aus dem letzten Vortrag)
(Direkte Folgerung aus Thm. 2.7 in [2])
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Vergleich

Bemerkung 5.4 : ERM in größer werdenden Familien

Wähle σn, rn, sodass E
[
Rl ,P(Φrn,σn )− inf

f :[0,1]→{−1,1}
Rl ,P(f )

]
↘ 0

5.1 ⇒ E
[
Rl ,P(Φrn,σn (Tn))− inf

f ∈Frn,σn
Rl ,P(f )

]
≤ rn

σn
c√
n + c√

n

5.2 ⇒ inff ∈Frn,σn Rl ,P(f )− inff :[0,1]→{−1,1} Rl ,P(f ) ≤ c
σnr2

n
+ cσαn

⇒ E
[
Rl ,P(Φλn,σn )− inf

f :[0,1]→{−1,1}
Rl ,P(f )

]
≤ c max

(
1

σnr2
n
, σαn ,

rn
σn
√

n ,
1√
n

)
Wähle σn = n−

1
3(α+1) und rn = n 1

6

⇒ E
[
Rl ,P(Φrn,σn )− inf

f :[0,1]→{−1,1}
Rl ,P(f )

]
≤ c n−

α
3(α+1)
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Vergleich

Satz 5.5 : KDE mit Margin-Abschätzung

P Verteilung auf [0, 1]× {−1, 1}
P habe TNE q ∈ [0,∞]
Voraussetzung:
∃ε > 0 :

∣∣∣∣∫R ∫R(py (x)− py (x + tσ)) e−t2
√

2π dt dPy (x)
∣∣∣∣ ≤ c σε

σn = n−
1

2(1+ε)

ΦN
n (x) := ΦNaiv (Tn)(x) = 1

n
n∑

i=1
Yi

Kσn (x ,Xi )√
2πσ2

Dann ∃C > 0 ∀n ∈ N :

E
[
RP(sign(ΦN

n ))− inf
f :[0,1]→{−1,1}

RP(f )
]
≤ C n−

εq
2(q+1)(1+ε)

(Beweis in der Ausarbeitung, verwende 3.5)
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Vergleich

Satz 5.6 : ERMR mit Margin-Abschätzung

P Verteilung auf [0, 1]× {−1, 1}
P habe GNE α ∈ (0,∞)

λn = n− 1
3 und σn = n−

1
3(α+1)

ERMR Φλn,σn (Tn) = arg min
f ∈Hσn

(
λn||f ||2Hσn

+ RL,P̂n
(f )
)

letzter Vortrag ⇒ Φλn,σn (Tn)(x) =
n∑

i=1
αn

i YiKσn (x ,Xi )

Voraussetzung: ∃ε ∈ [0, 1
2) : E

[
n∑

j=1
αn

j

]
= O(nε)

Dann ∃C > 0 ∀n ∈ N :

E
[
RP(sign(Φλn,σn (Tn)))− inf

f :[0,1]→{−1,1}
RP(f )

]
≤ C n−min

(
1−2ε

4 , α
3(α+1)

)
(Beweis in der Ausarbeitung, verwende 3.5)
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